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1 Profesores y horarios

Profesor: Ignacio Sarmiento-Barbieri (i.sarmiento@uniandes.edu.co)

• Horario Clase: Martes y Jueves, 2:00 p.m. – 3:15 p.m. (Aula virtual Zoom)

• Web del Curso: https://github.com/ECON-4676-UNIANDES-Fall-2021

• Horario de atención a estudiantes: Via Slack

Profesor Complmentario: Rafael Cano Polania (r.cano@uniandes.edu.co)

• Horario Clase: Viernes, 15:30 p.m. – 16:45 p.m. (Aula virtual Zoom)

• Horario de atención a estudiantes: Via Slack, Miércoles 6:30 a.m- 7:30 a.m

Cláusula de ajustes razonables

Si lo considera pertinente, siéntase en libertad de informar al profesor lo antes posible si usted
tiene alguna condición, visible o invisible, por la cual requiera algún ajuste para estar en
igualdad de condiciones con los y las demás estudiantes. Debido a las actuales circunstancias,
las barreras de conectividad o acceso a los recursos tecnológicos indispensables para la clase son
parte de las condiciones que pueden requerir ajustes. Por la misma razón, no necesitará presentar
documentación para solicitar esos ajustes.

También lo invitamos a buscar asesoŕıa y apoyo en la Coordinación de su programa, en la
Decanatura de Estudiantes (http://centrodeconsejeria.uniandes.edu.co, Bloque Ñf, ext. 2207, 2230
y 4967, horario de atención L-V 8:00 a.m. a 5:00 p.m.) o en el Programa de Acción por la Igualdad
y la Inclusión Social (PAIIS) de la Facultad de Derecho (paiis@uniandes.edu.co). Si su solicitud se
basa en dificultades de acceso a conectividad o tecnoloǵıa, es particularmente importante que haga
este contacto adicional para que pueda acceder a los recursos de apoyo que brinda la Universidad.

Se entiende por ajustes razonables todas “las modificaciones y adaptaciones necesarias y ade-
cuadas que no impongan una carga desproporcionada o indebida, cuando se requieran en un caso
particular, para garantizar a las personas con discapacidad el goce o ejercicio, en igualdad de condi-
ciones con las demás, de todos los derechos humanos y libertades fundamentales” Convención sobre
los Derechos de las personas con discapacidad, art.2.

Si quiere más información sobre ajustes razonables, puede visitar https://agora.uniandes.edu.co/que-
son-los-ajustes-razonables/. Y sobre la poĺıtica de momentos dif́ıciles, https://agora.uniandes.edu.co/sabes-
que-es-la-politica-de-momentos-dificiles/.

Cláusula de respeto por la diversidad y contra el acoso

Todos debemos respetar los derechos de quienes hacemos parte de esta comunidad académica.
En esta comunidad consideramos inaceptable cualquier situación de acoso, acoso sexual, discrim-
inación, matoneo, y/o amenaza. La persona que se sienta en alguna de estas situaciones puede
denunciar su ocurrencia y buscar orientación y apoyo ante alguna de las siguientes instancias:

mailto:i.sarmiento@uniandes.edu.co
https://github.com/ECON-4676-UNIANDES-Fall-2021
mailto:r.cano@uniandes.edu.co
http://centrodeconsejeria.uniandes.edu.co
mailto:paiis@uniandes.edu.co
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• El equipo pedagógico de este curso, la Coordinación o la Dirección del programa de Economı́a.

• La Decanatura de Estudiantes (DECA, Ed. Ñf-Casita amarilla).

• La Ombudsperson (ombudsperson@uniandes.edu.co, Edificio RGA–Pedro Navas, Of. 201,
ext. 5300 y 3933).

• El Comité MAAD (lineamaad@uniandes.edu.co, https://uniandes.edu.co/MAAD o a la
ext. 2707 o 2230). Si quieren mayor información, gúıa o necesitan activar el protocolo
MAAD pueden acudir a Nancy Garćıa (n.garcia@uniandes.edu.co) en la Facultad. Para
mayor información sobre el protocolo MAAD, puede visitar esta página: https://decanatura
deestudiantes.uniandes.edu.co/index.php/es/sobre-la-decanatura/827

• Grupos de apoyo estudiantiles que pueden ofrecerle apoyo y acompañamiento: No Es Normal
(derechoygenero@uniandes.edu.co o https://www.facebook.com/noesnormaluniandes/?fre
f=ts); Pares de Acompañamiento Contra el Acoso-PACA (paca@uniandes.edu.co o https:
//www.facebook.com/PACA-1475960596003814/?fref=ts).

• Para mayor información sobre el protocolo MAAD, puede visitar esta página: https://agora.
uniandes.edu.co/wp-content/uploads/2020/09/ruta-maad.pdf

2 Introducción y descripción general del curso

El curso busca que los estudiantes sean capaces de organizar, relacionar, y analizar datos
anárquicos y espontáneos de gran escala, tipo, y calidad para responder preguntas económicas.
Problemas de predicción e inferencia, con especial énfasis en inferencia causal, atravesarán transver-
salmente al curso. Mediante una combinación de talleres, presentaciones, y un trabajo final grupal,
los estudiantes adquirirán las herramientas estad́ısticas y computacionales necesarias para hacer
uso de big data y machine learning en investigación emṕırica.

Es pre-requisito haber cursado Microeconomı́a 3, Econometŕıa 1 y 2. Se recomienda haber
cursado Econometŕıa Avanzada o equivalente. Se aconseja tener experiencia con programación en
R o Python, pero no es requisito. ¡Estos programas (y todos) se aprenden utilizándolos!

3 Objetivos y competencias del curso

El objetivo de este curso es introducir a los alumnos a un conjunto de herramientas estad́ısticas,
matemáticas, y computacionales para abordar problemas de gran cantidad/tipos/calidad de datos
(“large n”), y cantidad de variables (“large p”). Problemas de predicción e inferencia, con especial
énfasis en inferencia causal, atravesarán transversalmente al curso. Se buscará también familiarizar
a los alumnos con la literatura reciente que utiliza estas herramientas.

mailto:ombudsperson@uniandes.edu.co
mailto:lineamaad@uniandes.edu.co
https://uniandes.edu.co/MAAD
mailto:n.garcia@uniandes.edu.co
https://decanaturadeestudiantes.uniandes.edu.co/index.php/es/sobre-la-decanatura/827
https://decanaturadeestudiantes.uniandes.edu.co/index.php/es/sobre-la-decanatura/827
mailto:derechoygenero@uniandes.edu.co
https://www.facebook.com/noesnormaluniandes/?fref=ts
https://www.facebook.com/noesnormaluniandes/?fref=ts
mailto:paca@uniandes.edu.co
https://www.facebook.com/PACA- 1475960596003814/?fref=ts
https://www.facebook.com/PACA- 1475960596003814/?fref=ts
https://agora.uniandes.edu.co/wp-content/uploads/2020/09/ruta-maad.pdf
https://agora.uniandes.edu.co/wp-content/uploads/2020/09/ruta-maad.pdf
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Competencias

• Comprender las técnicas provenientes de la ciencia de datos, la ciencia computacional, y la
estad́ıstica desde una visión de economistas

• Ser capaz de contrastar distintas técnicas econométricas y su conveniencia para contestar
preguntas económicas y sociales.

• Desarrollar habilidades técnicas para el manejo cuantitativo de datos que surgen de distintas
fuentes: texto, geoespaciales, encuestas, paginas web, etc.

• Desarrollar la capacidad manejar, analizar y sintetizar bases de datos con gran numero de
observaciones y variables para generar conclusiones y recomendaciones sobre preguntas rele-
vantes a las ciencias sociales.

• Aprender a manejar con fluidez distintas herramientas computacionales.

• Capacidad de analizar cŕıticamente los datos presentados, ya sean provenientes de textos
académicos o de los ejercicios presentados en el cursado

• Trabajar y resolver situaciones en grupo

• Habilidad de exponer y defender (en forma escrita y oral) el trabajo realizado
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4 Organización del curso

Table 1: Temario y Organización (sujeto a cambios)

Semana Temas de clase Actividades

1 Introducción al curso. Propiedades Numericas de OLS. FWL

2 Computación de OLS; Maximum Likelihood; Optimización.
Git y SQL. Programación en paralelo

Problem Set 1

3 Estad́ıstica Bayesiana.

4 Estad́ıstica Bayesiana. Problem set 2

5 Datos y Modelos Espaciales

6 Modelos espaciales. Introducción a Machine Learning.

7 Sobreajuste. Validación cruzada. Selección de modelos. Problem set 3

8 Regularización (Lasso, Ridge).

9 Regularización in Econ (Belonni). Modelos de clasificación. Problem set 4

Receso

10 Modelos de clasificación. Imbalanced learning. Entrega de propuesta escrita
trabajo final

11 Árboles de decisión (CARTs, Random Forest, Bagging y apli-
caciones para inferencia causal)

12 Boosting: XGboost, LightGBM Problem set 5

13 Aprendizaje no Supervisado. Modelos de clusterización y apli-
caciones a texto. Texto como Datos

14 Reducción de dimensión: PCA, Modelos de categorización de
tópicos.

Problem set 6

15 Word Embeddings. Introducción a aprendizaje profundo. Re-
des neuronales. Imagenes como datos

16 Presentaciones finales

17 Semana de finales Entrega proyecto final
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5 Metodoloǵıa

La metodoloǵıa del curso combina clases virtuales, talleres, y un proyecto final. La participación
de los estudiantes es fundamental para sacar el mayor provecho del curso. La virtualidad impone
nuevos desaf́ıos y es importante mantenerse conectados para crear las sinergias que surgen de las
interacciones humanas. A su vez, los estudiantes realizarán trabajos prácticos grupales para evaluar
su aprendizaje.

El producto final de este curso es proyecto implementando los conceptos y herramientas apren-
didas a un problema concreto. El proyecto puede estar orientado a la investigación o a la industria
dependiendo los intereses del alumno

6 Criterios de evaluación

Table 2: Puntajes

Puntaje Individual Puntaje Total

Participación 10%

Talleres 10% 60%

Trabajo Final 30%

Primer Entrega 5%

Presentaciones 10%

Entrega Final 15%

Total 100%

• Participación. Si bien participación es la actividad con menos peso en la composición final,
será el “tiebreaker” por el cual decidiré la nota final. Participación no incluye solamente la
asistencia a clases, sino también actividades fuera de clase. Una vez registrados en el curso
los estudiantes recibirán invitación al canal de Slack, a GitHub, y a la nube. La participación
será juzgada en función a la participación en las discusiones, en los trabajos grupales, de las
interacciones en el canal de Slack, el aprovechamiento de la nube. Se espera que estudiantes
encuentren al menos tres errores de tipeo o cualquier otro tipo y los arreglen a través de pull
requests en GitHub.

• Talleres. Los estudiantes realizarán trabajos prácticos grupales para evaluar su aprendizaje.
Los grupos no podrán superar los 3 miembros. Habrá 6 talleres durante el semestre. Se
dedicarán al menos 6 clases para la discusión y presentación de los talleres. Los talleres serán
entregados v́ıa GitHub. Parte de nota de la participación saldrá de la evaluación de la historia
del repositorio donde se verá la contribución de cada estudiante.

• Trabajo final. La actividad estará dividida en 3 entregas. En la primera entrega los grupos
entregaran una propuesta escrita donde se presenta la idea y como planean llevarla a cabo.
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En una segunda entrega donde se expondrán los avances y resultados. La entrega final será
al concluir el curso que consolida todo el trabajo.

7 Notas definitivas, reclamos y fraude académico

Sistema de aproximación de notas definitiva

De acuerdo con el Art́ıculo 51 del Reglamento General de Estudiantes de Pregrado, “Las cali-
ficaciones definitivas de las materias serán numéricas de uno cinco (1,5) a cinco (5,0), en unidades,
décimas y centésimas.” En este curso se aproximará la nota a la centésima más cercana. Por ejem-
plo, si el cálculo del cómputo es 3.245, la nota final se aproximará a 3.25; si el resultado del cálculo
es 2.994 la nota final será de 2.99

Excusas

Los estudiantes que no presenten las actividades y evaluaciones del curso en la fecha establecida
previamente recibirán una calificación de cero (0), a menos que justifiquen su ausencia ante el
profesor dentro de un término no superior a ocho (8) d́ıas hábiles. Se consideran excusas válidas
aquellas contempladas en el art́ıculo 43 del Reglamento General de Estudiantes de Pregrado. Si la
excusa presentada por el estudiante es válida, el profesor programará una evaluación o actividad
supletoria en el transcurso de las dos semanas siguientes.

Ausencias en d́ıas de trabajo en grupo (clase tipo X)

La asistencia a clase en los d́ıas donde hay trabajo en grupo es obligatoria. Si el estudiante
se ausenta deberá presentar una excusa válida. Si no presenta una excusa válida su nota en
la evaluación Tipo X se verá reducida. En particular su nota θ (ver página 5) de la actividad
correspondiente al d́ıa de su ausencia se reducirá en 20 puntos por cada d́ıa de ausencia. Ver la
sección anterior, “Excusas”, para la definición de excusa válida.

Reclamos

De acuerdo con los art́ıculos 64 y 65 del Reglamento General de Estudiantes de Pregrado:
“Todo estudiante que desee formular un reclamo sobre las calificaciones de cualquier evaluación o
sobre la nota definitiva del curso, deberá dirigirlo por escrito y debidamente sustentado al profesor
responsable de la materia, dentro de los cuatro (4) d́ıas hábiles siguientes a aquel en que se dan a
conocer las calificaciones en cuestión. El profesor dispone de cinco (5) d́ıas hábiles para resolver
el reclamo formulado; vencido el término informará al estudiante la decisión correspondiente.” “Si
el estudiante considera que la decisión no corresponde a los criterios de evaluación, podrá solicitar
la designación de un segundo calificador mediante un escrito debidamente sustentado, dirigido
al Consejo de Facultad o de Departamento, según el caso, dentro de los cuatro (4) d́ıas hábiles
siguientes al conocimiento de la decisión. Si el Consejo encuentra fundada la solicitud, procederá a
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designar, solamente para tal efecto, un segundo calificador cuya decisión debidamente sustentada
será definitiva e inmodificable. En ningún caso, el segundo calificador podrá desmejorar la nota
inicialmente asignada por el profesor.”

Fraude

Este curso se acoge a la reglamentación sobre faltas académicas y disciplinarias consignada en
el caṕıtulo 10 del Reglamento General de Estudiantes de Pregrado de la Universidad. El fraude
se considera como una de las faltas más graves que se puedan cometer en la Academia. En una
comunidad académica la discusión respetuosa e informada de las ideas propias y ajenas constituye
la columna vertebral de su quehacer diario. No dar crédito a otros por sus ideas publicadas o no, o
apropiarse de las ideas de otros, sean estos autores, profesores o compañeros, atenta directamente
contra la esencia de la Academia. En consecuencia, en este curso, el fraude en cualquiera de sus
formas, es considerado como una acción inaceptable.

8 Fechas Importantes

• Inicio de clases: 9 de agosto.

• Semana de receso: 4-9 de octubre.

• Fecha de entrega del 30% de las notas en MiBanner: 15 de Octubre.

• Último d́ıa de clases: 4 de diciembre.

• Exámenes finales (solo para cursos con varias secciones y exámenes conjuntos): 6-11 de di-
ciembre.

• Último d́ıa para solicitar retiros: 17 de diciembre 6 p.m.

• Último d́ıa para subir notas finales en MiBanner: 16 de diciembre.

9 Virtualidad

Debido a la coyuntura actual de la pandemia las clases del curso serán virtuales. En el curso
tendremos las siguientes pautas respecto a la virtualidad. Estas pautas buscan promover el respeto,
la construcción de comunidad y la conexión humana entre estudiantes y profesores.

• Las clases se llevarán a cabo en Zoom.

• Las clases virtuales serán sincrónicas.

• Los estudiantes deben tener el micrófono en silencio. Para participar en clase por favor
levantar la mano antes.
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• Los estudiantes pueden usar libremente el chat.

• Prender la cámara durante clase es obligatorio. Si en alguna sesión el estudiante no puede
usar la cámara, deberá escribir un correo a sus profesores explicando por qué no pudo prender
la cámara y qué está haciendo para solucionar la situación.

• Grabaremos las clases donde el profesor magistral presente material que después será evaluado.
La grabación de la sesión se publicará en la página del curso.

10 Poĺıtica de Momentos dif́ıciles

Todas las personas pueden pasar por un momento dif́ıcil que de alguna manera pueda afectar
nuestra vida en la Universidad. Pueden ser problemas en casa, con la pareja, incluso estrés por esta
u otra materia. Si usted siente que está pasando por un momento complicado, sin importar el
motivo, siéntase con la tranquilidad de hablar con la profesora para pedir tiempo o apoyo. Ningún
trabajo o entrega puede sobrepasar su salud mental y f́ısica. Su bienestar es lo más importante.
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